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 ‘딸깍’의 시대



 “AI로 정리했어요”, “AI가 아이디어를 내줬어요”, “AI가 보고서 써줬어요” 

 “AI가 번역해줬어요”, “AI가 문제를 풀어줬어요.”, “AI가 글을 써줬어요.”

 “AI가 코드를 짜줬어요.”, “AI가 제목을 지어줬어요.”, “AI가 상담해줬어요”

 3학년 학생 100%가 주1회 이상 ChatGPT 등을 사용하여 과제/연구 수행.

 1, 2학년도 크게 다르지 않음



 질문의 빈도가 크게 감소 : 원래 1년 전 10~20분 이상 5명 이상 질문 → 거의 질문X 또는 

1~2명 질문

 “선생님보다 ChatGPT가 빠르고 정확하고 깊어요” → 비판적 사고력 약화, 질문력 퇴화, 표

면적인 이해에 그칠 가능성, 잘못된 정보의 무비판적 수용, 소통 능력 약화, 과학적 호기심 

감소



 AI를 도구로 사용하는 탐구 수업의 빈도 증가

 교과 간 경계 허물어짐



Large Language Model
(거대언어모델)





 2012 : Geoffrey Hinton 교수 팀의 AlexNet 발표 (딥러닝의 원년 AD 1)

 2017 : 트랜스포머 발표

 2018 : GPT-1 발표

 2020 : GPT-3 발표, AlphaFold 1 발표

 2021 : AlphaFold 2 발표

 2022 : ChatGPT(GPT 3.5) 발표 (2022년 11월 30일)

 2023 : GPT 4 발표, AlphaFold 3 발표 / 2025 : GPT 4.5, Gemini 2.5 발표



 Bastani 등 (2024)에 따르면 터키 고등학생 1,000명을 대상으로 한 실험에서 수학 학습에

서 ChatGPT처럼 즉답을 제공하는 AI를 사용한 그룹에서 연습 단계에서 성적이 크게 향상

되었지만, AI 없이 보는 시험에서는 오히려 통제집단보다 17% 낮은 점수를 받음.

 Klarin 등 (2024)에 따르면 스웨덴에서 중학생 385명, 고등학생 359명을 대상으로 한 연구

에서 고등학생의 52.6%가 학업에 AI를 사용하고 있었고, 실행 기능(계획/집중/과제완수 

능력)이 부족한 학생일수록 AI를 과제에 많이 활용하는 경향이 드러남.

 Melisa 등 (2025)에 따르면 ChatGPT가 비판적 사고에 이점을 줄 수 있지만, 과도한 의존

은 학생들의 자기성찰 동기를 약화시키고 비판적 평가 노력을 저해한다고 결론



(Lee et al., 2025)

“생성형 AI의 무분별한 사용은 비판적 사고력을 약화시킨다”



“LLM은 언어와 세계를 진정으로 ‘이해’하는 것인가,

아니면 정교하게 통계적 패턴을 모방하는 것에 불과한가?”





“우리의 언어와 사고는

서로 떼어 생각할 수 없다.”



(Bender et al., 2021)



 LLM이 방대한 데이터셋에서 학습한 통계적 패턴(확률론적)에 기반하여 그럴듯

한 텍스트를 생성하지만, 마치 사람이 하는 말을 의미없이 따라 하는 앵무새처

럼 생성하는 언어의 진정한 의미를 이해하지 못한다.

 논문 저자들은 LLM을 "방대한 훈련 데이터에서 관찰한 언어 형태의 시퀀스를 

그것들이 결합하는 방식에 대한 확률론적 정보에 따라, 그러나 의미에 대한 어

떠한 참조도 없이 되는대로 엮어내는 시스템"으로 정의

 이 관점에 따르면 LLM의 능력은 근본적으로 의미 이해가 결여된 형태적 모방

에 그친다.



 통계적 패턴만으로는 설명하기 어려운 복잡하고 예측 불가능한 능력을 보여준

다는 관찰이 있다. 즉, 단순한 성능 향상의 외삽(extrapolation)으로 예측할 수 

없는 질적인 변화인 창발적 능력(Emergent Abilities)이 있다는 것이다. 

 예를 들어, few/zero-shot 학습, 다중 자리수 산술, MMLU 범학문상식시험, 

Chain-of-Thought, 표준 자격시험의 급상승, 심리 추론에서 6세 수준 달성 등

 이러한 창발적 능력의 존재는 단순한 패턴을 반복하는 기계를 넘어서, 규모의 

증가에 따라 새로운 인지적 기능이 ‘창발’할 수 있는 시스템임을 시사



 LLM도 내부적으로 일정 수준의 의미 표현을 학습하고 있다. 단어의 의미는 사

용되는 맥락으로부터 상당 부분 파악될 수 있다.

 LLM이 현실 세계의 직접적인 참조물 없이도 내부적으로 인간과 유사한 형태의 

의미 구성을 이룰 수 있다(Piantadosi & Hill, 2022). 비트겐슈타인의 철학에 

착안하여 언어 모델의 개념들은 내부 표현들 간의 관계망 속에서 의미를 얻는다

고 설명함.



 LLM은 주어진 프롬프트에 따라 학습한 패턴을 응용해 무한에 가까운 조합의 

문장을 만들어냄 → 새로운 요리법을 창안하거나, 과학 가설을 제시하는 등 훈

련된 적 없는 창의적 산출을 할 수 있으므로 앵무새와는 다르다.

 LLM은 주어진 데이터를 확률적으로 ‘이해한 척’만 하는게 아니라, 그 데이터를 

재료삼아 전혀 새로운 언어적 산물을 빚어낼 줄 아는 도구임



 LLM에 대한 가장 큰 회의 중 하나는 ‘진짜 추론을 못한다’는 것 → 일리가 있으

면서도 반론의 여지도 공존함



 LLM에 대한 가장 큰 회의 중 하나는 ‘진짜 추론을 못한다’는 것

 GPT-3 계열 모델에 비해 GPT-4 모델에서는 추론 능력을 통해 추론이 필요한 

퍼즐, 법률 문제, 복잡한 문제 등에서 일관성 있는 답변을 내놓는 사례 증가

 그러나, FAIR의 수장 얀 르쿤(Yann Lecun)은 텍스트만으로 세상의 모든 것을 

이해할 수 없다며, 현재 LLM이 갖고 있는 한계를 4가지로 요약함. ① 물리적 

세계에 대한 이해 부족 ② 계획 및 추론 능력의 부재 ③ 지속적인 장기 기억 없

음 ④ 인간과 같은 자율학습 미흡



“튜링 테스트를 최초로 통과한 인공지능”
(Jones & Bergen, 2025)



https://ko.wikipedia.org/wiki/앨런_튜링

앨런튜링
(1912~1954)

 앨런 튜링이 1950년에 제안

 기계가 인간처럼 생각할 수 있는가?

를 평가하기 위한 테스트



https://en.wikipedia.org/wiki/Turing_test

 평가자(C)가 각각 컴퓨터와 인간 각각

과 텍스트 채팅을 통해 대화한다

 대화를 통해 누가 사람이고 누가 기계인

지를 맞춘다.

 만약 평가자가 컴퓨터를 인간으로 착각

하거나 구별하지 못한다면 그 컴퓨터는 

“지능을 가졌다”고 간주



(Shah et al., 2025)

“AGI는 인간의 대부분의 인지 작업에서 인간과 동등하거나 그 이상의 능력을 

가진 AI로, 몇 년 내에 도달할 가능성이 충분히 있다”



“모든 LLM 모델은 BlackBox이다.”



https://transformer-circuits.pub/2025/attribution-graphs/biology.html?ref=aiground.co.kr







2022 개정 교육과정 수업-평가 안내 자료 고등학교 통합과학, 과학탐구실험, 교육부, 대구광역시 교육청, 원광대학교 (2023)



2022 개정과학과교육과정시안개발연구, 교육부및한국과학창의재단(2022)



2022 개정 과학과 교육과정 시안 개발 연구, 교육부 및 한국과학창의재단 (2022)





1. AI 자체에 대한 교육 (AI 기초 개념, 학습 원리) 

2. AI + 생명과학 융합 교육 – (이론, AI 기반 실험 및 데이터 분석 교육, 생명과학 

AI 모델 제작, 생명과학 데이터셋 바탕 문제해결 교육 등) 

3. AI 도구 및 플랫폼 활용 교육 (ChatGPT 등의 LLM 모델,  MCP 응용 등)

4. AI 윤리 및 철학 교육



<AI 원리 교육 및 팀별 인공지능 모델 제작>



<AI 원리 교육 및 팀별 인공지능 모델 제작>

1. 2024년 2학기 동안 생명과학 실험 교과에서 실시

2. 일부 거꾸로 수업 → 수업을 촬영하여 학생들이 듣고 와야 했음

3. 두 번의 지필평가 모두 머신러닝, 딥러닝의 기본적 원리 및 문제해결 과정과 

관련하여 출제 (1차 지필평가는 약 30%,  2차 지필평가는 75%)

4. 수행평가는 팀별 인공지능 모델 제작을 실시



 과학고 학생들은 생명과학처럼 정성적이고 총체적인 접근 방식을 선택하는 학

문을 오히려 어려워하고, 수학적 설명이 부족하면 이해에 어려움을 겪음

 유투브(신박AI, 동빈나, 서울대학교 산업공학과 DSBA 연구실, Standford 

CS231n)와 Coursera 강의, 인프런(inflearn) 강의, 각종 인공지능 서적 등을 

참고하여 공부

 약 15여권의 인공지능 서적을 참고하여 수업 자료를 제작함 → 학생들에게 직

관적이고 명확한 서술, 수학적 설명, 그림을 찾아다님



 가장 수학적 원리가 간단한 K-최근접 이웃 알고리즘을 통해 학생들이 머신러닝

을 통한 문제 해결 과정을 경험할 수 있도록 하였음 → https://bit.ly/mlmlv1

 퍼셉트론 → 단일 퍼셉트론의 한계 → 다층 퍼셉트론 → 활성화함수 → 오차함

수 → 최적화(경사하강법 등) → 역전파(Backpropagation) → 이미지 분류에서 

다층 퍼셉트론의 한계 → 컨볼루션 신경망(CNN) 도입 → 여러 컨볼루션 신경

망의 구조 → 과적합 방지 방법론



- 평가 관련 자료이므로 강의 당일 공개하겠습니다 -



- 평가 관련 자료이므로 강의 당일 공개하겠습니다 -





<혈구 탐지 데이터셋 구축 및 
나만의 객체 탐지 모델 만들기>



 이미지 분류

 객체 탐지

 세그멘테이션(Segmentation)

 동작 인식

 얼굴 인식

 3D 재구성

 자율주행

 영상 복원

 장면 이해

 생성적 모델링



어떤물체에대해어떤물체인지, 어디에위치해있는지를알아내는작업

Classification + Localization



https://visionplatform.ai/object-detection/



(Redmon et al., 2016)



(Redmon et al., 2016)



(Redmon et al., 2016)

1. 이미지를 격자(grid)로 나눠서 각 칸은 “내 구역 안에 물체가 있나?”를 판단

2. 각 칸은 자기 칸 안에 물체 중심이 있다면, 그 물체를 둘러싸는 ‘상자

(Boudning Box)’를 예측한다.

3. “이 상자가 정말 물체를 잘 감싸고 있을까?”에 대한 신뢰도도 함께 예측 → 엄

청 많은 사각형들이 나옴 & 동시에 그 물체가 무엇인지도 예측함. 예를 들어, 개

일 확률 90%, 자전거일 확률 80%임. 



(Redmon et al., 2016)

4. 엄청 많은 후보 상자 중에서 신뢰도가 높은 상자만 남기고, 겹치는 상자는 하나

로 정리(Non-Maximum Suppression 기법이라고 함) 해서 개, 자전거, 자동차 

같은 것들만 깔끔하게 찾아내는 것임.

“즉, YOLO는 이미지를 grid로 나눈 다음, 각 칸이 물체를 찾고, 

상자와 종류를 예측해서 자신 있는 것만 고르는 AI”





혈액
도말/염색

사진 촬영

어노테이션
(Annotation)

by
Roboflow

훈련
(Google 
Colab)

테스트
(Google 
Colab)



 혈액 sample을 도말한 후 염색한다.

 현미경으로 혈구 사진을 찍는다.

 혈구 사진(들)을 Roboflow에서 어노테이션(Annotation) 한다.

 Google Colab에서 Annotation을 완료한 dataset을 다운받아 학습한다.

 test 데이터셋으로 모델의 성능을 최종 평가한다.



<혈액 도말/염색>

- 생물나라(https://www.biozoa.co.kr) - 실험용 동물혈액(Horse blood)

- 생물나라(https://www.biozoa.co.kr) – Diff Quik Stain

<사진 촬영>

- 광학현미경

- 현미경용 스마트폰 촬영 거치대

<어노테이션>, <훈련>, <테스트>

- 노트북



Horse의 혈액의 삼투농도 범위(290~310mOsm/L)는 인간 혈액과 비슷 → 약국에서 

판매하는 생리식염수로 1:1 또는 1:2 희석 →  적혈구가 너무 많아 생기는 문제 방지할 

수 있음.



혈구 염색 과정을 짧게 단축하기 위해 사용.

1번 용액(Fixative, 고정액)에 Methanol이 포함되어 있으므로 주의!!









1. 혈액을 슬라이드글라스에 도말한 후 말린다.

2. 고정액(fixative)에 5~6번 담금질을 한다. 이후 고정액이 증발하도록 약 30초 

기다린다. 이때, 고정액은 ‘메탄올’이 함유되어 있으므로 보안경/마스크 착용!

3. Solution A(빨간색)을 슬라이드 글라스 위에 뿌리고 15초 

4. Solution B(파란색)을 슬라이드 글라스 위에 뿌리고 15초

5. 증류수에 8~9번 헹군다.

6. 물기가 없을 때까지 기다렸다가 커버 글라스로 덮는다.





 염색 시약은 Diff Quik® 사용

 고정액에는 Methanol이 포함됨

 Solution A에는 Eosin Y(음이온 염료)가 포함되어 세포질의 산성 성분 염색

 Solution B에는 Methylene Blue, Azure A(양이온 염료)가 포함되어 핵과 세

포질의 염기성 성분 염색







“실제 수업 후 데이터 해석을 하실 때 보시면 됩니다”





 첫 에포크일 때 train하는 16개의 

이미지



 두 번째 epoch일 때 train하는 

16개의 이미지 



 세 번째 epoch일 때 train하는

16개의 이미지



 첫 epoch일 때 validation 데이
터셋에서 Annotation된 이미지
를 나타낸 것임.



 첫 epoch일 때 validation 데이
터셋을 사용하여 모델 성능 평가
한 화면임.

 가중치 업데이트 X

 모델이 validation 데이터셋의 각 
샘플을 예측하고, 예측 값과 실제 
값 사이의 오차를 계산하여 손실
을 구함.



 Predicted : 모델이 예측한 클래스

 True : 실제 클래스

 혈소판 샘플 전체 개수 = 72+1+3=76인데, 

wbc로 잘못 예측한 샘플의 수 1, background

로 잘못 예측한 샘플 수 3



Confusion Matrix(Normalized).png
 값을 0~1 사이로 변환 (=Normalization)

 해석은 Confusion Matrix와 같음.



 2개의 경계 박스가 중첩되는 정도를 나타내는 값

 정답 경계 박스(Bground truth)와 예측 경계 박스(Bpredicted)로 IoU를 계산함

 두 박스가 겹치는 부분의 면적을 두 박스를 합한 영역의 면적으로 나누면 됨.

 중첩률은 정확한 예측을 정의하는 용도로 사용됨. 즉, 중첩률이 설정된 임곗값보다 크면 정

확한 예측이 됨 → 임계값이 0.5인 mAP@0.5, 0.75인 mAP@0.75가 많이 쓰임.

IoU(중첩률, Intersection over Union)





 병원에서의 진단 검사를 예로 들어서, 

 True : 검사가 정확히 맞은 경우, False : 검사가 잘못된 경우

   Positive : 검사 결과가 양성 (질병이 있다고 예측), Negative : 검사 결과가 음성 (질병이 없
다고 예측)

 True Positive(TP) : 실제 질병이 있는 환자를 검사하여 양성으로 진단한 경우

 True Negative(TN) : 실제 질병이 없는 환자를 검사하여 음성으로 진단한 경우

 False Positive(FP) : 실제 질병이 없는 환자를 검사하여 양성으로 ‘잘못’ 진단한 경우

 False Negative(FN) : 실제 질병이 있는 환자를 검사하여 음성으로 ‘잘못’ 진단한 경우 



 정밀도(Precision) : 모델이 양성(positive)으로 예측한 sample 중 실제로 양성인 샘플의 비

율. 즉, 모델이 탐지한 객체 중에서 얼마나 많은 객체가 실제 해당 클래스인지 

 재현율(Recall) : 실제 양성(positive) 샘플 중에서 모델이 정확히 양성으로 예측한 샘플의 

비율. 즉, 실제 존재하는 객체 중에서 모델이 얼마나 많이 탐지했는가



 Positive로 예측한 것들 중에 실제로 Positive일 가능성이 높아야 한다. 잘못된 Positive가 

적어야 하는 경우에 Precision이 중요한 상황이다.

 ex) 신용카드 부정 거래 탐지 시스템 : 정상 거래를 부정 거래로 잘못 탐지하면(오탐) 고객은 

카드 사용이 제한/거래 중단되어 불편을 겪게 됨 → 고객 만족도/신뢰도에 부정적인 영향. 

따라서 Precision이 높다면 정상 거래를 부정 거래로 잘못 탐지하는 빈도↓

 True Positive : 시스템이 부정 거래로 탐지했을 때 실제로 부정 거래인 경우의 수.

 False Positive : 시스템이 부정 거래로 탐지했을 때 실제로는 정상 거래인 경우의 수.



 중요한 상황 : False Negative(질병이 있는 환자를 놓치는 것)이 적어야 하는 경우.

 암 진단 시스템 : 질병을 가진 환자가 진단되지 않는 경우가 최소화되어야 한다.

 True Positive : 질병이 있다고 진단한 환자 중 실제로 질병이 있는 환자의 수

 False Negative : 질병이 없다고 진단한 환자 중 실제로 질병이 있는 환자의 수

 Recall이 높으면 모든 잠재적 환자를 발견하여 조기 치료의 기회 제공 → 환자의 생존율/삶

의 질을 크게 향상



 모델의 분류 임계값(threshold) 조정하면 Precision과 Recall의 값이 변화함

 임계값↓→ 모델이 더 많은 샘플을 Positive로 예측 → Recall을 증가시키지만, False 

Positive의 수도 증가시켜 Precision을 감소시킴

 임계값↑ → 모델이 Positive로 예측↓ → Precision을 증가시키지만, False Negative의 

수도 증가시켜 Recall을 감소시킴.

 즉, 질병 진단 시스템에서 ‘실제 질병을 가진 환자를 놓치지 않는 것’이 중요하므로 임계값

을 낮추면 대부분의 환자를 탐지하지만, False Positive가 증가하여 Precision이 낮아지고, 

질병이 없는데도 Positive로 진단받아 추가 검사를 받는 환자가 많아질 수 있음.



 스팸 이메일 필터링 시스템에서는 정상 이메일을 스팸으로 잘못 분류하는 것을 피하는 것이 

중요함. Precision을 높이기 위해 임계값을 높이면 스팸으로 분류되는 정상 이메일이 줄어

들지만, Recall이 낮아져 일부 스팸을 놓칠 수 있음.



 모델/시스템에 따라 Precision과 Recall의 균형을 맞추는 것이 중요함.

 이때 Precision과 Recall의 조화 평균인 F1 score로 그 균형을 평가함.

Precision-Recall의 절충(trade-off)







mAP는 평균정밀도의 평균이다.

 각 클래스의 평균정밀도의 평균을 구하면 평균평균정밀도(mAP)가 된다.



 막대 그래프 (왼쪽 상단) : 인스턴스의 개수. 
‘인스턴스’란 객체 탐지 결과에서 감지된 개별 
객체를 의미

 산점도(왼쪽 하단) : x축과 y축으로 데이터 포
인트를 배치하여 두 변수의 관계를 시각화한 
것.

 2D Histogram(오른쪽 하단) : x축(너비)와 y
축(높이)라는 두 변수 간의 데이터 분포를 시
각화함. 색이 짙은 부분은 해당 영역에 데이터 
포인트가 더 많이 몰려 있음을 나타냄.



 ㉠ : x와 y 변수 간의 관계

 ㉡ : x와 너비의 관계. 특정 x 값에 너비 값이
집중되는 패턴. 대체로 일정한 범위 내에 너비
값이 분포되어 있음.

 ㉢ : 특정 x 값에 높이 값이 집중되는 패턴.

 ㉣ : y 값은 고르게 분포된 반면, 너비 값은 특
정 범위 내에 집중

 ㉤ : y 값이 고르게 분포된 반면, 높이 값은 특
정 범위내에 집중

 ㉥ : 높이가 증가할 때 너비가 특정 범위 내에
서 증가하는 경향

㉠

㉡

㉢

㉣

㉤ ㉥





 train/box_loss : loss란 실제값과 예측값의 차이. box_loss이므로 모델이 훈련을 

통해 점차 더 정확한 박스 좌표를 예측하고 있는지 정도를 의미함. train/box_loss

이므로 train 데이터셋에서 모델이 훈련을 통해 더 정확한 박스 좌표를 예측하는지 

정도.

 train/cls_loss : train 데이터셋에 대해 모델이 훈련을 통해 더 정확한 클래스 예측

을 하고 있는지

 train/dfl_loss : DFL은 Distribution Focal Loss로 Object Detection의 학습 과

정에서 사용하는 손실 함수 중 하나임.

 valid/box_loss, valid/cls_loss, valid/dfl_loss : validation dataset의 

box/class/dfl의 loss





 best.pt : 가장 높은 성능을 기록한 모델(가중치). 실제 배포되는 모델임.

 last.pt : 마지막 훈련 epoch에서의 모델을 저장. 즉, 훈련이 끝난 직후의 모델 

상태. 추가 훈련/실험 목적으로 사용됨.









 블록 수업에 적합 (블록이 평소에는 어려우므로 학교 자율 교육과정시간에É!?)

 동아리 활동에도 적합

 미리 YOLO Colab 실습과 Annotation 실습 해볼 수 있는 시간이 필요

 4인 1조가 적합 – 1명 혈구 샘플 만들기, 3명 Annotation

 1인당 최소 5개의 dataset을 만들어야 함 – train:valid:test=3:1:1로 test 데이

터셋에 대한 cheating 방지
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“AI의 교육적 효과와 부작용 중에 어느 것이 더 클까? AI 교육이 정말 필요한가?”

“교사의 존재 이유는 무엇인가?”

“무엇을 가르칠 것인가?”

“어떻게 가르칠 것인가?”



“AI가 생성한 결과물을 비판적으로 판단하는 능력은 어떻게 평가할 것인가?”

“교사의 역할은 어떻게 변화할 것인가? 그리고 정말 변화할 것인가?”

“AI의 교육을 어디까지 교육과정에 포함하고, 어느 수준까지 다루어야 하는가?”

“결과물 뿐 아니라 과정중심평가를 어떻게 강화할 것인가?”



 AI의 결과물을 비판적으로 받아들이고, 복잡/비정형적 문제를 정의하고 해결하

는 능력

 창의성 및 융합적 사고, 데이터/AI 리터러시, 협업 및 소통 능력, 질문하는 능력

 과학 탐구 과정에서 AI를 효과적으로 활용하는 방법

 과학적 탐구 과정, 증거에 기반한 추론, 반증가능성 등의 과학의 본성(Nature

of Science)

 광범위한 내용이 아닌 필수적인 ‘핵심 개념’을 중심으로

 AI 윤리, 과학기술의 사회적 영향



(Messeri et al., 2024)



 Messeri 등 (2024)에 따르면 기존의 AI 위험 논의(편향, 오류, 재현성 등)을 넘

어 AI가 인간의 인지적 한계를 파고 들어 ‘스스로 실제보다 더 깊이 이해하고 있

다는 착각하게 만들 수 있다’는 위험이 있음

 AI 도구의 효율성이 특정 방법론, 연구 질문, 관점만을 선호하게 만들어 과학 생

태계의 다양성을 해치고 ‘단일 문화’를 형성할 위험을 지적함.

 AI 도입이 가져올 생산성 향상이 반드시 과학적 이해의 심화로 이어지지 않으

며, 오히려 이해를 저해할 수 있음



 AI는 ‘딸깍’하면 결과를 빠르게 도출해 이 결과를 실제 자신이 깊이있게 이해한

것처럼 혼동하는 ‘설명 깊이의 착각’을 유발함.

 따라서, AI가 어떻게 그 결과를 도출했는지 묻고 탐구하는 능력을 길러야 함. 알

고리즘의 원리/가정/한계, 과학적 원리, 통계적 개념, 데이터의 의미 등의 과학

적 ‘과정’ 자체에 대한 교육을 더욱 강화할 필요가 있음



 AI는 훈련 데이터와 개발자의 관점을 반영

 오류나 편향된 정보를 생성할 수 있고 이를 객관적인 진실로 받아들이는 ‘객관

성의 착각’을 유발함.

 따라서, AI가 생성한 정보/분석 결과를 맹신하지 않고, 출처/편향성/논리적 오

류 등을 비판적으로 검토하고 평가하는 능력을 핵심 역량으로 가르쳐야 함

 즉, AI의 작동 방식, 강점/약점, 잠재적 편향성, 윤리적 문제 등을 포함하는 ‘AI

리터러시’ 교육이 필수적임



 AI는 특정 유형의 데이터(정량적, 대규모)와 방법론(예측, 패턴 인식)에 강점을 

보임.

 이것에 과도하게 의존하면 과학 연구가 특정 방향으로 편증되는 ‘앎의 단일문화

(Monoculture of knowing)’가 형성될 수 있으며 AI로 쉽게 탐구할 수 있는 범

위가 전부라고 여기는 ‘탐색 넓이의 착각(illusion of exploratory of breadth)’

을 낳을 수 있음

 정량적, 계산적 접근법 뿐 아니라 질적 연구, 관찰, 탐구, 역사적 고찰 등 다양한 

과학적 방법론을 가르치고 각 방법론의 가치/한계를 이해시켜야 함

3. 방법론적 다원주의, 창의적 질문 능력 강화



 AI가 쉽게 답할 수 없는 새롭고 근본적인 질문, 윤리적 딜레마 등을 포함하는 복

잡한 질문을 던지고 탐구하는 능력을 길러야 함. 즉, ‘AI가 잘하는 것‘ 너머의 영

역을 탐색할 줄 아는 창의성과 비판적 질문 능력을 강조하여 가르칠 필요가 있

다.

3. 방법론적 다원주의, 창의적 질문 능력 강화



 AI가 ‘객관적인 조력자’로 여겨지면서 다양한 배경과 관점을 가진 인간 연구자

들의 협업(인지적, 인구학적 다양성)이 간과될 수 있음

 과학 지식 형성이란 개인의 능력 뿐 아니라 사회적 상호작용과 협업의 산물임을

가르쳐야 함 → 다양한 관점을 가진 동료들과 토론, 비판, 아이디어를 발전시키

는 경험 제공할 필요가 있음

 AI를 협업의 도구로 활용하되, 최종 판단/책임은 인간에게 있고 ‘다양한’ 인간

의 통찰력이 과학 발전에 필수적임을 강조해야함



“모든 LLM 모델은 BlackBox이다.”



 LLM에서의 ‘블랙박스’ 문제란 입력에 대해 출력이 생성되기까지의 내부 의사

결정 과정을 인간이 완전히 이해하거나 해석할 수 없는 상태를 의미한다.

 원인 : 규모와 복잡성, 창발적 능력, 딥러닝의 작동 과정, 소수 거대 기업의 독점

 LLM의 투명성(transparency) 부족은 학생, 교사, 학부모, 교육 행정가, 정책 

결정자 등의 신뢰를 근본적으로 저해



 LLM은 학습 데이터에 내재된 사회적 편견을 무심코 영속화(perpetuate), 증폭

시킬 수 있음 → 인종, 성별, 문화, 사회/경제적 지위, 언어/방언, 장애 유무 등

과 같은 편견이 LLM에 ‘스며들 수 있음’

 LLM의 ‘BlackBox’는 이러한 편견 탐지, 원인 진단 및 완화를 매우 어렵게 만듦 

→ 편향된 교육 콘텐츠 생성, 불공정한 평가 및 채점, ‘차별화된’ 개인 맞춤화

(ex : 특정 집단 학생에 대한 낮은 기대치 설정), 교육 기회의 불평등한 접근, 특

정 학생 집단의 소외

 AI 언어 학습 도구는 백인 중산층 미국인 중심적 문화 편향을 재생산하여 소수

집단 학습자의 참여율을 30% 이상 감소시킨다(Lewis et al., 2025)는 연구 결

과도 존재



 LLM의 ‘Blackbox’ 문제는 교육 평가에서 평가의 타당도, 신뢰도 확보에 중대

한 영향을 준다.

 교육자는 LLM이 학생의 과제를 ‘어떻게’ 채점하고 평가하는지 이해할 수 있어

야 그 결과를 신뢰하고 공정성을 보장할 수 있지만 ‘Blackbox’로 인한 불투명성

은 이러한 이해를 방해한다.



 LLM은 방대한 데이터를 학습하지만, 인간 교사가 가진 학생에 대한 깊은 이해, 

교육적 직관, 상황 판단 능력, 정서적 교감 능력을 갖추고 있지 않다

 LLM은 주로 학생의 명시적인 입력이나 측정 가능한 행동 데이터에 기반하므로 

학생의 잠재적 학습 동기, 불안감, 자기 효능감과 같은 내면적 상태를 정확히 파

아갛고 이에 맞춰 섬세히 상호작용하는 데 한계가 있음 → 겉으로 드러나는 행

동에만 반응하는 피상적인 수준의 개별화에 머무를 위험
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